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基于机器学习的妊娠期糖尿病智能预测系统设计与实现
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摘 要:为帮助有效识别患有妊娠期糖尿病的孕妇,提前干预治疗,降低其潜在风险,设计并开发了

妊娠期糖尿病智能预测系统。首先,在对比10种机器学习模型的基础上对临床数据集进行数据归

一化和特征筛选,减少模型计算复杂度和一些使模型不稳定的特征;其次,使用Stacking算法对

10种不同的机器学习模型进行集成,分别搭建2个集成模型Stacking1和Stacking2,比较集成模

型的性能;最后,基于PyQt5设计妊娠期糖尿病智能预测系统,预测孕妇患妊娠期糖尿病的风险,
并给出建议。结果表明:使用10个机器学习模型以及2个集成模型对 GDM 进行预测,发现

GBDT的预测结果高于其他机器学习模型,集成模型
 

Stacking2将多个异质学习器相结合表现出

较高的准确性和可靠性,且评价指标 Accuracy、Precision、Recall、AUC分别为0.900
 

9、0.901
 

2、
0.900

 

7、0.900
 

7,均高于同类模型。智能预测系统能有效预测妊娠期糖尿病的风险,能够及早发

现易患病人群,并提供妊娠期糖尿病的科普知识,从而加强对易患病人群的健康管理,降低妊娠期

糖尿病发生的风险。
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Abstract:To
 

help
 

to
 

effectively
 

identify
 

pregnant
 

women
 

with
 

gestational
 

diabetes
 

mellitus
 

(GDM),
 

intervene
 

in
 

advance
 

for
 

treatment,
 

and
 

reduce
 

potential
 

risks,
 

a
 

GDM
 

intelligent
 

prediction
 

system
 

was
 

designed
 

and
 

developed.
 

Firstly,
 

based
 

on
 

the
 

comparison
 

of
 

10
 

machine
 

learning
 

models,
 

data
 

normalization
 

and
 

feature
 

selection
 

were
 

conducted
 

on
 

the
 

clinical
 

dataset
 

based
 

on
 

these
 

models
 

to
 

reduce
 

model
 

computational
 

complexity
 

and
 

unstable
 

features.
 

Secondly,
 

the
 

Stacking
 

algorithm
 

was
 

used
 

to
 

integrate
 

10
 

different
 

machine
 

learning
 

models,
 

and
 

two
 

integrated
 

models,
 

Stacking1
 

and
 

Stacking2,
 

were
 

built
 

to
 

compare
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their
 

performance.
 

Finally,
 

based
 

on
 

PyQt5,
 

a
 

GDM
 

intelligent
 

prediction
 

system
 

was
 

designed
 

to
 

predict
 

the
 

risk
 

of
 

GDM
 

in
 

pregnant
 

women
 

and
 

provide
 

suggestions.
 

The
 

results
 

show
 

that
 

using
 

10
 

machine
 

learning
 

models
 

and
 

two
 

integrated
 

models
 

to
 

predict
 

GDM,
 

it
 

is
 

found
 

that
 

the
 

prediction
 

results
 

of
 

GBDT
 

are
 

higher
 

than
 

other
 

machine
 

learning
 

models.
 

The
 

integrated
 

model
 

Stacking2,
 

combining
 

multiple
 

heterogeneous
 

learners,
 

exhibits
 

high
 

accuracy
 

and
 

reliability,
 

with
 

evaluation
 

indicators
 

of
 

Accuracy,
 

Precision,
 

Recall,
 

and
 

AUC
 

of
 

0.900
 

9,
 

0.901
 

2,
 

0.900
 

7,
 

and
 

0.900
 

7,
 

respectively,
 

all
 

higher
 

than
 

similar
 

models.
 

The
 

intelligent
 

prediction
 

system
 

can
 

effectively
 

predict
 

the
 

risk
 

of
 

GDM,
 

identify
 

susceptible
 

individuals
 

early,
 

and
 

provide
 

popular
 

science
 

knowledge
 

of
 

GDM,
 

thereby
 

strengthen
 

the
 

health
 

management
 

of
 

susceptible
 

individuals
 

and
 

reduce
 

the
 

risk
 

of
 

GDM
 

occurrence.
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  随着人们物质生活水平的提高,妊娠期糖尿病

(gestational
 

diabetes
 

mellitus,
 

GDM)的患病风险

越来越高。GDM是指在妊娠期首次发现或发生的

糖代谢异常。目前,研究发现GDM 是孕妇异常妊

娠的原因之一,异常妊娠包含妊娠高血压、Ⅱ型糖

尿[1]等疾病。GDM 不仅对孕妇有严重的危害,而
且对胎儿也有长期的负面影响,例如婴儿出现肺部

发育不良、心血管疾病、尿路感染、巨大儿等问题[2]。
甚至有孕妇在患GDM

 

6年后而引发的Ⅱ型糖尿病

其原因仍然未知[3-6]。由此可见,GDM 已经成为不

容忽视的问题。
近年来,利用机器学习预测GDM 取得了一定

突破。WU等[7]利用机器学习、逻辑回归、k近邻、
支持向量机和深度神经网络等方法,对GDM 进行

了预测。TRAN等[8]采用贝叶斯模型方法建立了

预测模型。ZHENG等[9]使用不同的贝叶斯模型方

法建立了预测模型。ZHANG等[10]基于特征工程

选取了40个 重要特征,构建了逻辑回归、Lasso-
logistics、GBDT

 

(gradient
 

boosting
  

decision
 

tree)、

XGBoost
 

(excreme
 

gradient
 

boosting)、LightGBM
 

(light
 

gradient
 

boosting
 

machine)和 CATBoost
 

(categorical
 

boosting)机器学习模型。尽管一些研

究者即使对数据进行特征筛选但重要特征还是较

多,这会导致模型计算和存储成本增加和过拟合风

险的增加。
目前大多数研究使用单一的机器学习模型预测

GDM,不仅缺乏泛化能力,还对特定的数据具有较

强的依赖性,这使得模型只能处理特定的数据集,对
其他新数据集无法较好的适应。鉴于在不同情况下

每种机器学习方法各有优缺点,有研究者使用了集成

模型,如LU等[11]分别使用LR
 

(logistic
 

regression)、

XGBoost、LightGBM、基于LSTM 的神经网络模型

和集成方法进行了预测。虽然使用了集成模型,但
是集成机器学习模型较少,影响了集成模型在数据

集上的泛化能力。

本研究首先对数据集进行详尽的处理,随后进

行了精确的特征筛选,并搭建了2个集成模型Stac-
king1、Stacking2。其次,将数据集分别输入到10个

单一的机器学习模型和2个集成模型中进行预测,
通过比较各模型的性能,确定最优模型。最后,利用

这个最优模型,结合PyQt5开发了一个智能预测系

统,以期精确预测妊娠期糖尿病的风险,为提前干预

治疗提供可能。

1 基于集成学习的 GDM 数据处理与预测

算法

1.1 实验数据描述

数据集来自河北医科大学第四医院共1
 

002例

孕妇的检查记录,是真实的临床数据。GDM 患者

和非GDM患者各占总样本的50%。表1为GDM
患者的相关数据。

表1 GDM患者数据描述

Tab.1 Data
 

description
 

of
 

GDM
 

patients

序号 特征参数 特 征

1 Myear 年龄

2 Height 身高

3 Abnormal 异常妊娠史

4 PCOS 多囊卵巢综合征

5 S1 高血压

6 Gnumber 怀孕次数

7 Pnumber 生产数量

8 Preweight 怀孕前体重

9 Drug 药物治疗

10 Durweight 怀孕期间体重

11 PIH 妊娠期高血压

12 Anemia 妊娠期贫血

13 Hdisease 心脏病

14 HPT1 甲状腺功能亢进

15 HPT2 甲状腺功能减退

16 AF1 羊水过多

17 AF2 羊水过少

18 PP 前置胎盘

19 FGR FGR
20 DMhistory 糖尿病家族史

21 SN 目标特征(1是患病,2是未患病)

001
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1.2 数据处理

孕前体重和孕期体重差异较大,使得模型的计

算量较大,不宜直接输入到模型中。因此,采用数据

归一化法将数据映射到[0,1]区间,归一化的数据呈

正态分布,提高了机器学习模型的预测效果。通过

比较4种数据归一化处理方法发现,min-max归一

化法将原始数据等比缩放不仅保留了原始数据之间

的相互关系,且有效提高模型的预测精度、缩短模型

的计算时间。

min-max归一化计算公式为

yi=
xi-min

1≤j≤n
xj  

max
1≤j≤n

xj  -min
1≤j≤n

xj  
, (1)

式(1)中,y1,y2,…,yi∈[
 

0
 

,
 

1]
 

且无量纲,为归一

化后的数据,其中min和max分别为特征的最小值

和最大值。

1.3 特征选择

原始数据集包含20个自变量特征和1个因变

量特 征。鉴 于 每 个 模 型 的 重 要 特 征 不 同,调 用

Python中
 

sklearn库中的feature_importances_和

conef_函数对LightGBM、XGBoost、CATBoost、RF
(random

 

forest)、LR、GBDT、DT
 

(decition
 

tree)、

MLP
 

(multi
 

layer
 

perceptron)、
 

SVM (support
 

vector
 

machine)和AdaBoost(adaptive
 

boosting)各
个模型的重要特征进行选择[13-17,

 

20-24]。经实验可

知,将每个模型的前9个重要特征作为输入特征,模
型可达到较优的预测效果。10个模型的特征系数

如图1所示。
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图1 不同模型的特征系数图

Fig.1 Feature
 

coefficient
 

charts
 

for
 

different
 

models

201



第2期 马金龙,等:基于机器学习的妊娠期糖尿病智能预测系统设计与实现

1.4 机器学习模型的建立

研究中共使用10种不同的机器学习模型,机器

学习模型的预测流程如图2所示。

图2 机器学习预测流程图

Fig.2 Machine
 

learning
 

prediction
 

flowchart

首先,对原始临床数据进行 min-max归一化处

理。其次,进行特征选择,将10个模型的不同重要

特征分为10个不同的数据子集。最后,将数据集按

照7∶3的比例分为训练集和测试集,将训练集输入

到机器学习模型中对其进行训练,然后将测试集分

别输入到训练好的机器学习模型中进行 GDM 的

预测。

1.5 集成模型的建立

Stacking集成方法是将一系列模型(基模型)的
输出结果作为新特征输入到其他模型(元模型),实
现了模型的层叠[19]。Stacking分为2层,分别称为

基模型和元模型。使用 Stacking集成方 法 搭 建

2个集成模型,其中Stacking1选取4个预测效果较

好的模型作为基模型,LR作为元模型。
 

Stacking2
则将9个模型作为基模型,LR作为元模型。

将数据集以7∶3的比例分为训练集、测试集与

验证集,在训练模型时使用五折交叉验证训练,如
图3所示。交叉验证步骤如下。

1)以基模型中第1个模型(模型1)为例,需要

将训练集分为5份,模型1进行5次训练,每次在训

练集中挑选1份作为验证集,其他4份作为训练集,
经过一次训练后,将在验证集上的输出记作a1,在
测试集上的输出记作b1。经过第2次训练后,将在

验证集上的输出记作a2,在测试集上的输出记作

b2。以此类推,模型1经过五折交叉验证后得到

a1、a2、a3、a4、a5和b1、b2、b3、b4、b5,即 model1
训练后在验证集上的输出结果,将它们拼接在一起

得到A1(C1),为model1训练后在数据集上的预测

结果。b1、b2、b3、b4、b5为model1在测试集上的输

出结果,将其相加后求平均值得到 B1(D1),即

model1完成五折交叉验证。

2)A1作为元模型的训练集,B1作为元模型的

测试集,对最终结果进行预测。

图3 五折交叉验证流程图

Fig.3 Five-fold
 

cross-validation
 

flowchart

Stacking1重复上述过程可得到 C1、C2、C3、

C4将其合并作为元模型的训练集,D1、D2、D3、D4
作为测试集。Stacking2重复上述过程可得到A1、

A2、A3、A4、A5、A6、A7、A8、A9将其合并作为元

模型的训练集,
 

B1、B2、B3、B4、B5、B6、B7、B8、

B9作为测试集。这里只是将训练好的模型进行封

装,所以测试集暂时不输入模型测试。模型流程图

如图4和图5所示。

图4 Stacking1集成模型流程图

Fig.4 Stacking1
 

integration
 

model
 

flowchart
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图5 Stacking2集成模型流程图

Fig.5 Stacking2
 

integration
 

model
 

flowchart

2 评估方法与结果分析

2.1 评估方法

机器学习方法的有效性和准确性可以使用性能指

标进行评估。当数据被归类为GDM时,会出现积极的

分类,当数据没有被归类为GDM时,有一个负面的分

类。模型评估的4种评价指标,如式(2)—式(5):

Accuracy=
TP+TN

TP+TN+FP+FN
, (2)

Precision=
TP

TP+FP
, (3)

Recall=True
 

positive
 

rate=
TP

TP+FN
, (4)

False
 

positive
 

rate=
FP

TN+FP
, (5)

式中:Accuracy,为准确率,表示在整体样本中被正

确分类的样本所占比例;TP表示真阳性,即模型正

确识别为患GDM;TN表示真阴性,即模型正确识

别为未患 GDM;FP表示假阳性,即模型识别非

GDM患者为GDM患者;FN表示假阴性,即模型识

别GDM患者为非GDM患者;Precision,即精准率,表
示在模型预测为正样本的集合中,实际为正样本的比

例;Recall为召回率;True
 

positive
 

rate为真阳性率,

表示在整体实际为正样本中,被预测为正样本的比

例,召回率与真阳性率相同;False
 

positiver
 

ate,为假

阳性率,表示负样本被错误分类为正样本的比例。

AUC(area
 

under
 

the
 

curve)为ROC(Receiver
 

operating
 

characteristic)曲线下的面积,ROC曲线

以False
 

positive
 

rate为横坐标,以 Ture
 

positive
 

rate为纵坐标,绘制曲线以重新评估模型在不同分

类阈值下的性能。AUC值越大表示模型性能越好。

2.2 结果分析

表2为10种单一机器学习模型,在4种评价指

标下对 GDM 的预测结果。可以看出,GBDT 的

AUC值最高,达到了0.868
 

4。与其他单一模型相

比,GBDT具有较高的预测性能。
尽管GBDT模型的AUC值已经达到0.868

 

4,
为了进一步提高预测准确性,采用集成学习模型

Stacking1、Stacking2融合了各基模型的优点,提升

了模型的性能,且通过交叉验证能够有效避免模型

出现过拟合现象。单一机器学习GBDT与2个集

成学习模型的预测对比结果如表3所示。Stac-
king1集成了5个模型,Stacking2集成了10个模

型。从表3中可以发现,Stacking2的 AUC值最

高,达到了0.900
 

7,相比最优的单一机器学习模型
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GBDT提高了0.032
 

3个百分点,相比于集成较少机

器学习模型的Stacking1提高了0.024
 

8个百分点。
因此,

 

Stacking2结果得到了有效提高。通过采用集

成多个模型的方法,实验成功提高了预测准确性。

表2 10种模型预测结果

Tab.2 Prediction
 

results
 

of
 

10
 

models

模 型 Accuracy Precision Recall AUC

GBDT 0.867
 

9 0.870
 

9 0.868
 

4 0.868
 

4

RF 0.858
 

0 0.856
 

0 0.858
 

2 0.858
 

2

XGBoost 0.825
 

0 0.824
 

8 0.824
 

9 0.824
 

9

CATBoost 0.831
 

6 0.832
 

5 0.832
 

2 0.832
 

2

LightGBM 0.851
 

4 0.852
 

5 0.851
 

7 0.851
 

7

MLP 0.778
 

8 0.779
 

4 0.779
 

0 0.779
 

0

DT 0.752
 

4 0.752
 

7 0.752
 

6 0.752
 

6

SVM 0.739
 

2 0.745
 

9 0.740
 

0 0.740
 

0

AdaBoost 0.798
 

6 0.802
 

3 0.799
 

2 0.799
 

2

LR 0.620
 

4 0.621
 

6 0.621
 

6 0.621
 

6

表3 GBDT与集成学习模型的预测结果对比

Tab.3 Comparison
 

of
 

prediction
 

results
 

between
 

GBDT
 

and
 

ensemble
 

learning
 

models

模 型 Accuracy Precision Recall AUC

GBDT 0.867
 

9 0.870
 

9 0.868
 

4 0.868
 

4

Stacking1 0.879
 

1 0.878
 

2 0.875
 

9 0.875
 

9

Stacking2 0.900
 

9 0.901
 

2 0.900
 

7 0.900
 

7

3 GDM 预测系统实现

GDM预测系统主要包含前端界面交互系统和

后端模型预测算法,如图6所示。用户交互系统包

含辅助功能模块和显示模块,当使用此系统进行特

征输入时如果输入有误,可以点击清除数据重新输

入;如果输入正确可以点击开始预测,预测完成后将

由显示模块显示结果和温馨提示。完成后可以点击

返回上一页也可退出系统。

图6 GDM预测系统整体构架图

Fig.6 Overall
 

architecture
 

diagram
 

of
 

GDM
 

prediction
 

system

3.1 信息采集界面

将每个模型的重要特征进行整合放在信息采集

界面中,使用PyQt5中的LineEdit作为文本输入

框。设置数据采集页面的确定按钮交互用户输入数

据后,点击确定按钮将调用 MySQL将数据存入建

立好的表中。信息采集界面如图7所示。
设置清空按钮交互,其作用是如果多个特征输

入错误可以同时删除,方便输入与删除。

3.2 模型预测界面

模型预测界面由显示模块和辅助功能模块组成,

图7 信息采集界面

Fig.7 Information
 

acquisition
 

interface
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如图8所示。其中,显示模块主要采用PyQt5平台中

的QgraphicsView作为显示控件,其显示内容包括预

测结 果 以 及 系 统 根 据 预 测 结 果 所 提 出 的 建 议。

PyQt5为开发者提供了 QVBoxLayout、QHBoxLay-
out、QGridLayout等基本布局管理类,这些基本布局

管理类可以通过相互嵌套实现自适应窗口大小的功

能,本系统采用了QVBoxLayout和QHBoxLayout的

嵌套。该系统中包含预测、清除数据、退出程序和返

回上一页等智能化功能。将训练好的模型与数据归

一化程序进行封装,然后利用PyQt5提供的信号和槽

对其进行调用。
设置清除数据按钮,为保护用户的隐私,点击清

除数据按钮后将删除 MySQL中存储的关于用户的

所有信息。设置返回上一页按钮交互,其功能是错

误输入后点击了确定,不能保证预测准确性,需要返

回上一页。同时返回上一页按钮中带有删除数据的

隐藏功能。如果返回上一页,第1次输入的数据将

在存入的表中被删除,需要用户重新输入特征保证

输入数据的准确性。
安装Pyinstaller将python程序打包为.exe脚

本,以提高系统的可移植性。

图8 预测界面

Fig.8 Prediction
 

interface

4 结 语

为提高GDM 的诊断准确性,辅助医生制定个

性化治疗方案,从而保障母婴健康,降低并发症风

险,本文使用不同的多个机器学习和集成学习对

GDM进行预测。

1)根据10个模型的不同重要特征,建立了10
个数据子集,其中每个数据子集中只包含9个特征,
减少了模型的计算和存储成本。使用10个机器学

习模型对GDM进行预测,发现GBDT的预测结果

高于其他机器学习模型。

2)利用10个机器模型搭建了2个集成模型分

别为Stacking1、Stacking2。其中Stacking1因集成

的模型数量较少,未能达到最好的泛化能力,Stac-

king2集成了更多个模型,其最优 AUC为0.900
 

7
均高于其他模型,有更好的泛化能力和更准确的预

测结果。

3)开发的系统调用训练好的Stacking2模型进

行GDM的预测,用户可根据系统按钮进行数据采

集和最终的预测,预测结果中包含了对用户的温馨

提示,为患者提供更优质的服务,为风险孕妇提前干

预治疗作准备。
通过实验发现,集成较多数量的机器学习模型

能够有效提高集成模型的预测性能。而集成数据数

量较少,训练后的模型达不到最优的泛化能力。因

此,后期应采集较多的实验数据对模型进行训练,以
达到模型的最优泛化能力,进一步提高模型的预测

性能。
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